[bookmark: 반복-측정-데이터와-glsfgls-교재-자료]반복 측정 데이터와 GLS/FGLS/ML실습

교재에서 제공한 7개 개체(Animal_ID)에 대해 3회 반복 측정한 총 21개의 가상 데이터를 생성하고, 이 데이터를 바탕으로 GLS(Generalized Least Squares) 해를 구하는 방법에 대해서 실습을 시작합니다. 
여기서는 다음과 같은 모델을 가정합니다.

여기서 는 가중치(Weight) 벡터, 는 독립변수(절편, 시간, 성별)의 디자인 행렬, 는 우리가 추정하려는 고정 효과(fixed effects) 계수, 그리고 은 오차 벡터입니다.
반복 측정 데이터의 핵심은 오차 이 서로 독립이 아니라는 것입니다. 즉,  입니다. 는  크기의 공분산 행렬입니다.

[bookmark: 가상-데이터-생성-r-코드]1. 가상 데이터 생성 (R 코드)
먼저 7개 개체, 3회 반복(총 21개 관측치) 데이터를 생성합니다. 데이터 생성 과정에서 의도적으로 개체 내 상관관계(random intercept)를 부여하여 GLS가 필요한 상황을 만듭니다.
	모델: 
: 개체 ID (1~7), : 측정 시점 (1~3)
, ,  (Male이 Female보다 50kg 더 무겁다고 가정)
: 개체별 랜덤 효과 (개체 내 상관 유발)
: 순수 오차



	# 라이브러리 설치 (필요시)
# install.packages("nlme")
# install.packages("MASS") # mvrnorm 함수 사용

library(nlme)
library(MASS)

# 0. 재현성을 위한 시드 설정
[반복데이터 생성]
set.seed(42)
# 1. 기본 구조 생성
n_subjects <- 7
n_times <- 3
Animal_ID <- rep(1:n_subjects, each = n_times)
Time <- rep(c(12, 15, 18), times = n_subjects)

# 성별 및 연도 할당 (예시 이미지와 유사하게)
Sex <- rep(c("Male", "Male", "Male", "Male", "Female", "Female", "Female"), each = n_times)
Year <- rep(c(2000, 2000, 2001, 2001, 2002, 2002, 2002), each = n_times)

# 데이터 프레임 생성
sim_data <- data.frame(Animal_ID, Year, Sex, Time)

# 2. 파라미터 설정
beta_0 <- 200  # 절편
beta_1 <- 10   # 시간(Time)의 효과
beta_2 <- 50   # 성별(SexMale)의 효과
sigma_u <- 10  # 개체 간 변동 (random intercept) (sigma_u^2 = 100)
sigma_e <- 5   # 개체 내(잔차) 변동 (sigma_e^2 = 25)

# 3. 데이터 시뮬레이션
# 개체별 랜덤 효과 생성 (u_i)
random_effects <- rnorm(n_subjects, mean = 0, sd = sigma_u)
sim_data$u_i <- random_effects[sim_data$Animal_ID]

# 잔차 생성 (epsilon_ij)
sim_data$e_ij <- rnorm(n_subjects * n_times, mean = 0, sd = sigma_e)

# X 행렬 생성 (Intercept, Time, SexMale)
# R이 자동으로 factor를 처리하도록 Sex를 factor로 변환
sim_data$Sex <- factor(sim_data$Sex, levels = c("Female", "Male")) 
X <- model.matrix(~ Time + Sex, data = sim_data)

# 베타 벡터 (Intercept, Time, SexMale)
beta_vec <- c(beta_0, beta_1, beta_2)

# y (Weight) 생성
# y = X*beta + u_i + e_ij
sim_data$Weight <- as.numeric(X %*% beta_vec + sim_data$u_i + sim_data$e_ij)

# 보기 편하게 최종 데이터 정리
final_data <- sim_data[, c("Animal_ID", "Year", "Sex", "Time", "Weight")]
final_data$Weight <- round(final_data$Weight, 1)

# 4. 생성된 데이터 확인 (21개)
print(final_data)


[bookmark: 생성된-데이터-sample]
[bookmark: ols-gls-fgls의-행렬식]2. OLS, GLS, FGLS의 행렬식
교재의 이론 부분을 위해 각 방법론의 해(  )를 구하는 행렬식을 명확히 합니다.
	y: (21x1) 반응 변수 벡터 (Weight)
X: (21x3) 디자인 행렬 (Intercept, Time, SexMale)
V: (21x21) 오차 공분산 행렬



[bookmark: ols-ordinary-least-squares]2.1 OLS (Ordinary Least Squares)
OLS는  라고 가정합니다 (즉, 모든 오차가 독립적이고 등분산). 
[bookmark: gls-generalized-least-squares]2.2 GLS (Generalized Least Squares)
GLS는 의 구조를 안다고 가정합니다. 
[bookmark: fgls-feasible-gls]2.3 FGLS (Feasible GLS)
FGLS는 의 구조를 모르기 때문에 데이터를 이용해 를 추정하고, 이를 GLS 식에 대입합니다. 

[bookmark: 방법론-1-true-gls-v를-안다고-가정]3. 방법론 1: True GLS (V를 안다고 가정)
이론적인 비교를 위해, 우리가 데이터를 시뮬레이션할 때 사용한 실제 분산 성분(, )을 안다고 가정하고  행렬을 직접 만듭니다.
는 7개의  블록 행렬이 대각선에 위치한 블록 대각 행렬(Block Diagonal Matrix)입니다. 각  블록()은 Compound Symmetry (CS) 구조를 가집니다.

예상 결과(시뮬레이션 값, beta = (200, 10, 50)에 근접
	[방법 1: True GLS 결과 (행렬 계산)]
(Intercept)  203.4901 
Time            10.0264 
SexMale      46.6062



	# True GLS 계산

# 1. y 벡터 및 X 행렬 준비
y <- final_data$Weight
X <- model.matrix(~ Time + Sex, data = final_data)

# 2. True V 행렬 (21x21) 생성
# 2-1. 3x3 CS 블록 생성
true_sigma_u2 <- 100
true_sigma_e2 <- 25
Vi <- matrix(true_sigma_u2, nrow = 3, ncol = 3)
diag(Vi) <- true_sigma_u2 + true_sigma_e2

print("True 3x3 공분산 블록 (Vi):")
print(Vi)

# 2-2. 21x21 블록 대각 행렬 V 생성
# Matrix::bdiag 함수를 사용하면 편리함
library(Matrix)
V_list <- rep(list(Vi), n_subjects) # Vi를 7번 반복
V <- as.matrix(bdiag(V_list)) # bdiag는 희소행렬을 만드므로 as.matrix()로 변환

# 3. V의 역행렬 (V_inv) 계산
V_inv <- solve(V)

# 4. GLS 해 계산: beta = (X' * V_inv * X)^-1 * (X' * V_inv * y)

# 4-1. X' * V_inv * X 계산
Xt_Vinv_X <- t(X) %*% V_inv %*% X

# 4-2. X' * V_inv * y 계산
Xt_Vinv_y <- t(X) %*% V_inv %*% y

# 4-3. (X' * V_inv * X)의 역행렬 계산
Xt_Vinv_X_inv <- solve(Xt_Vinv_X)

# 4-4. 최종 beta_gls 계산
beta_gls <- Xt_Vinv_X_inv %*% Xt_Vinv_y

cat("\n--- 방법 1: True GLS 결과 (행렬 계산) ---\n")
print(beta_gls)



[bookmark: 방법론-2-fgls-ml을-이용한-v-추정]4. 방법론 2: FGLS (ML을 이용한 V 추정)
실제 상황에서는 와 를 모릅니다. 따라서 데이터로부터 이 값들을 추정해야 합니다. 요청하신 대로 최대우도법(Maximum Likelihood, ML)을 사용하여 이 분산 성분들을 추정합니다.
R의 nlme 패키지는 이 과정을 매우 효율적으로 수행합니다. lme (Linear Mixed-Effects) 함수를 사용하여 ML(또는 REML) 기반으로 모델을 적합합니다.
	# FGLS (ML) 계산
# 'nlme' 패키지의 lme 함수 사용
# method="ML"로 설정 (기본값은 "REML"이며, REML이 분산 추정에 더 좋다고 알려져 있음)
# random = ~ 1 | Animal_ID : Animal_ID별로 random intercept (u_i)가 있음을 의미
# correlation = corCompSymm(form = ~ 1 | Animal_ID) : CS 구조를 명시할 수도 있음
# 여기서는 random intercept 모델이 CS 구조를 내포하므로 random 효과로 지정

# 1. lme 함수로 모델 적합 (ML 사용)
# lme는 내부적으로 V_hat을 추정하고 GLS 해를 반환합니다.
model_ml <- lme(Weight ~ Time + Sex, 
                data = final_data, 
                random = ~ 1 | Animal_ID, 
                method = "ML") # ML을 명시 (REML도 가능)

cat("\n--- 방법 2: lme() 함수 결과 (FGLS/ML) ---\n")
print(summary(model_ml)$tTable)

# 2. lme가 추정한 분산 성분(V_hat의 파라미터) 추출
# lme는 (sigma_e, sigma_u)가 아닌 (sigma_e, sigma_u/sigma_e)를 반환할 수 있음
# VarCorr()를 쓰면 sigma_u와 sigma_e를 직접 뽑아낼 수 있습니다.
vc <- VarCorr(model_ml)
est_sigma_u <- as.numeric(vc[1, 1]) # Random Intercept (sigma_u)
est_sigma_e <- as.numeric(vc[2, 1]) # Residual (sigma_e)

est_sigma_u2 <- est_sigma_u^2
est_sigma_e2 <- est_sigma_e^2

cat("\nML로 추정된 분산 성분:\n")
cat("sigma_u^2 (개체간 분산):", est_sigma_u2, "\n")
cat("sigma_e^2 (잔차 분산):", est_sigma_e2, "\n")

# 3. 추정된 V_hat (21x21) 행렬 생성
# 3-1. 3x3 CS 블록 (V_hat_i) 생성
Vi_hat <- matrix(est_sigma_u2, nrow = 3, ncol = 3)
diag(Vi_hat) <- est_sigma_u2 + est_sigma_e2

# 3-2. 21x21 블록 대각 행렬 V_hat 생성
V_hat_list <- rep(list(Vi_hat), n_subjects)
V_hat <- as.matrix(bdiag(V_hat_list))

# 4. V_hat의 역행렬 (V_hat_inv) 계산
V_hat_inv <- solve(V_hat)

# 5. FGLS 해 계산: beta = (X' * V_hat_inv * X)^-1 * (X' * V_hat_inv * y)
Xt_Vhat_inv_X <- t(X) %*% V_hat_inv %*% X
Xt_Vhat_inv_y <- t(X) %*% V_hat_inv %*% y
Xt_Vhat_inv_X_inv <- solve(Xt_Vhat_inv_X)

beta_fgls_ml <- Xt_Vhat_inv_X_inv %*% Xt_Vhat_inv_y

cat("\n--- 방법 2: ML 추정 V_hat을 이용한 행렬 계산 결과 ---\n")
print(beta_fgls_ml)


[bookmark: 교재용-결론-및-고찰]


[bookmark: ml을-이용한-hatv-추정의-엔진-들여다보기]5. 방법론 3. ML을 이용하여  추정의 원리 실습 자료
5.1 ML을 이용한  추정의 엔진 들여다보기
이전 예제는 lme 함수가 ML로 계산한 결과 (추정된 분산 성분)를 가져와서, 이 값들을 GLS 행렬식에 넣으면 lme가 계산한 와 동일한 값이 도출된다는 것을 확인하였습니다. 
그렇다면, lme는 그 분산 성분(  )을 어떻게 찾았는가?라는 의문을 갖을 수 있을 것입니다. 이 때 필요한 것이 ML 추정 과정입니다.
ML은  행렬 자체(21x21)를 직접 찾는 것이 아니라,  행렬을 정의하는 모수(parameter), 즉 우리 모델(CS 구조)에서는 개체 간 분산()과 잔차 분산()을 찾는 과정입니다.
어떻게 찾을까요? 현재 데이터를 가장 잘 설명하는(가능성이 가장 높은) 모수는 무엇인가?를 찾는 것입니다.
[bookmark: ml을-이용한-분산-성분-추정-스텝별-구현]이 과정을 R의 최적화 함수(optim)를 이용해 단계별로 구현해 보겠습니다.

5.2 ML을 이용한 분산 성분 추정 (스텝별 구현)
	[핵심 아이디어]
와  값을 입력받아,  행렬을 만들고, 데이터의 로그우도(Log-Likelihood)를 계산하는 함수를 만듭니다.
R의 optim 함수에게 이 로그우도 값을 최대화하는 와  값을 찾아달라고 요청합니다. (대부분의 최적화 함수는 최소화를 기본으로 하므로, 음의 로그우도(-Log-Likelihood)를 최소화하도록 합니다.)
optim이 찾아낸 최적의 와 를 이용해 최종 와  행렬을 만듭니다.


[bookmark: 준비-데이터-x-y-및-v-행렬-생성-함수]
5.2.1준비: 데이터 (X, y) 및 V 행렬 생성 함수
먼저 이전과 동일한 데이터 final_data와 X, y가 R 환경에 있다고 가정합니다.
	# 필요한 라이브러리 및 데이터 생성
library(Matrix) # bdiag 함수 사용
library(nlme)   # lme 함수와 비교용

# 'final_data'가 있다고 가정
# final_data <- ... (이전 코드에서 생성됨)
y <- final_data$Weight
X <- model.matrix(~ Time + Sex, data = final_data)

n_subjects <- 7 # 개체 수
n_times <- 3    # 반복 수
n_total <- n_subjects * n_times # 총 관측치 수 (21)

# 1. V 행렬 생성 헬퍼(Helper) 함수
# sigma_u, sigma_e 값을 받아서 V 행렬(21x21)을 만드는 함수
build_V <- function(sigma_u, sigma_e, n_subjects, n_times) {
  
  sigma_u2 <- sigma_u^2
  sigma_e2 <- sigma_e^2
  
  # 3x3 CS 블록 생성
  Vi <- matrix(sigma_u2, nrow = n_times, ncol = n_times)
  diag(Vi) <- sigma_u2 + sigma_e2
  
  # 21x21 블록 대각 행렬 V 생성
  V_list <- rep(list(Vi), n_subjects)
  V <- as.matrix(bdiag(V_list))
  return(V)
}


[bookmark: 핵심-ml-로그우도log-likelihood-함수-정의]
5.2.2. 핵심: ML 로그우도(Log-Likelihood) 함수 정의
이 부분이 ML의 엔진입니다. 이 함수는 와 에 대한 (프로파일) 로그우도 함수를 계산합니다.
 여기서  입니다.
	# 음의 로그우도(-LL) 계산 함수 (최적화를 위해)
# optim은 최소값을 찾으므로, -LL을 반환하여 LL의 최대값을 찾게 함
# params: c(log(sigma_u), log(sigma_e))
# (분산이 항상 0보다 크도록 log 스케일에서 최적화하는 것이 일반적임)

calculate_neg_log_lik_ML <- function(params, y_vec, X_mat, n_subj, n_t) {
  
  # 절차 1. 파라미터 변환 (log 스케일 -> 원래 스케일)
  # log(sd) -> sd
  sigma_u_hat <- exp(params[1])
  sigma_e_hat <- exp(params[2])
  
  # 절차 2. 추정된 V 행렬 (V_hat) 생성
  V_hat <- build_V(sigma_u_hat, sigma_e_hat, n_subj, n_t)
  
  # 절차 3. V_hat의 역행렬 및 log-determinant 계산
  # 예외 처리: 행렬이 singular(특이 행렬)이면 계산 불가
  V_hat_inv_try <- try(solve(V_hat), silent = TRUE)
  log_det_V_try <- try(determinant(V_hat, logarithm = TRUE)$modulus[1], silent = TRUE)
  
  if (inherits(V_hat_inv_try, "try-error") || inherits(log_det_V_try, "try-error")) {
    return(Inf) # 계산 불가능한 파라미터 값이면 무한대(최악) 반환
  }
  
  V_hat_inv <- V_hat_inv_try
  log_det_V <- log_det_V_try
  
  # 절차 4. FGLS beta_hat 계산
  Xt_Vinv_X <- t(X_mat) %*% V_hat_inv %*% X_mat
  Xt_Vinv_y <- t(X_mat) %*% V_hat_inv %*% y_vec
  
  beta_hat <- solve(Xt_Vinv_X) %*% Xt_Vinv_y
  
  # 절차5. 잔차(residuals) 계산
  resid <- y_vec - X_mat %*% beta_hat
  
  # 절차 6. ML 로그우도(LL) 계산
  n_obs <- length(y_vec)
  logLik_ML <- -n_obs/2 * log(2*pi) - 0.5 * log_det_V - 0.5 * as.numeric(t(resid) %*% V_hat_inv %*% resid)
  
  # 절차 7. '음의' 로그우도(-LL) 반환 (최소화 대상)
  return(-logLik_ML)
}


[bookmark: 실행-최적화optimization-수행]
5.2.3. 실행: 최적화(Optimization) 수행
이제 optim 함수를 시켜서 calculate_neg_log_lik_ML 함수를 최소화하는 params 값을 찾게 합니다.
	# 3. 최적화 실행
# 시작값(starting values) 설정 (대충 5, 5 정도로 시작)
# optim은 이 값을 바꿔가며 -LL이 최소가 되는 지점을 찾음
start_params <- c(log(5), log(5)) 

# optim 실행!
# 'fn'에 우리가 만든 함수를, 'par'에 시작값을 넣어줌
# y_vec, X_mat 등은 'fn' 함수로 전달되는 추가 인자들
optim_result_ml <- optim(
  par = start_params,
  fn = calculate_neg_log_lik_ML,
  y_vec = y,
  X_mat = X,
  n_subj = n_subjects,
  n_t = n_times,
  method = "BFGS" # 널리 쓰이는 최적화 알고리즘
)

cat("\n--- 3. optim() 최적화 결과 ---\n")
print(optim_result_ml)



[bookmark: 결과-확인-lme-결과와-비교]5.2.4. 결과 확인: lme() 결과와 비교
이것이 학생들이 아하!하게 되는 순간입니다. optim이 찾은 값이 lme가 찾은 값과 일치하는지 확인합니다.
	# 4-1. optim이 찾은 최적의 파라미터 (log 스케일)
best_params_log <- optim_result_ml$par

# 4-2. 원래 스케일(standard deviation)로 변환
est_sigma_u_manual <- exp(best_params_log[1])
est_sigma_e_manual <- exp(best_params_log[2])

# 4-3. 분산(variance)으로 변환
est_sigma_u2_manual <- est_sigma_u_manual^2
est_sigma_e2_manual <- est_sigma_e_manual^2

cat("\n--- 4-1. optim()이 찾은 ML 추정치 (수동 계산) ---\n")
cat("sigma_u^2 (개체간 분산):", est_sigma_u2_manual, "\n")
cat("sigma_e^2 (잔차 분산):", est_sigma_e2_manual, "\n")


# 4-4. lme() 함수의 ML 결과와 비교 (이전 예제와 동일)
model_ml_check <- lme(Weight ~ Time + Sex, 
                      data = final_data, 
                      random = ~ 1 | Animal_ID, 
                      method = "ML") # 반드시 "ML"

vc_lme <- VarCorr(model_ml_check)
est_sigma_u_lme <- as.numeric(vc_lme[1, 1])
est_sigma_e_lme <- as.numeric(vc_lme[2, 1])

est_sigma_u2_lme <- est_sigma_u_lme^2
est_sigma_e2_lme <- est_sigma_e_lme^2

cat("\n--- 4-2. lme() 함수가 찾은 ML 추정치 (자동 계산) ---\n")
cat("sigma_u^2 (개체간 분산):", est_sigma_u2_lme, "\n")
cat("sigma_e^2 (잔차 분산):", est_sigma_e2_lme, "\n")



예상 결과:
optim()이 찾은 분산 값들과 lme()가 찾은 분산 값들이 소수점 아래에서 거의 동일하게 나타나야 합니다. (이전 예제 결과 기준 약 )

[bookmark: 최종-hatv-및-hatv-1-생성]5.2.5. 최종  및  생성
이제 ML 방법론을 통해 찾은 최적의 분산 성분(est_sigma_u_manual, est_sigma_e_manual)을 사용하여 교재에서 설명할 와 을 만듭니다.
	# 5. ML로 찾은 파라미터로 최종 V_hat, V_hat_inv 만들기

# optim에서 찾은 표준편차 값을 사용
final_V_hat_ml <- build_V(
  sigma_u = est_sigma_u_manual,
  sigma_e = est_sigma_e_manual,
  n_subjects = n_subjects,
  n_times = n_times
)

final_V_hat_inv_ml <- solve(final_V_hat_ml)

cat("\n--- 5. ML로 최종 생성된 V_hat (일부) ---\n")
print(round(final_V_hat_ml[1:6, 1:6], 2))

cat("\n--- 5. ML로 최종 생성된 V_hat_inv (일부) ---\n")
print(round(final_V_hat_inv_ml[1:6, 1:6], 4))






6. 정리 및 요약
· 결과 비교: lme() 함수가 반환한  계수(Value)와, 우리가 lme()에서 추정한 분산 성분(, )으로 를 직접 만들어 GLS 행렬식으로 계산한  계수(beta_fgls_ml)가 정확히 일치합니다.
· 핵심: 이는 lme와 같은 현대 통계 패키지가 FGLS 해를 구하기 위해 내부적으로 수행하는 작업이 바로 ML(또는 REML)을 통해 를 추정한 뒤  공식을 푸는 것임을 명확히 보여줍니다.
· FGLS vs True GLS: ML로 추정된 를 사용한 FGLS 결과(beta_fgls_ml)는 실제 를 사용한 "True" GLS 결과(beta_gls)와 매우 유사하지만 약간의 차이가 있습니다. 이는 FGLS가 를 추정하는 과정에서 발생하는 불확실성을 반영합니다.
· [bookmark: 교재용-요약]OLS와의 비교 (참고): 만약 OLS()를 사용했다면 의 추정치는 비효율적(inefficient)이고 표준오차(Std.Error)는 심각하게 축소되어(잘못되어) p-value를 신뢰할 수 없게 됩니다.
· GLS의 핵심: 를 계산하려면  (혹은 ) 행렬을 알아야 합니다.
· ML의 역할: 는 ,  같은 모수(parameter)로 구성됩니다. ML은 이 모수들을 데이터(y)의 우도(Likelihood)를 최대화하는 방식으로 추정하는 방법론입니다.
· 구현:
· R에서 로그우도 함수 (calculate_neg_log_lik_ML)를 직접 정의했습니다.
· 이 함수는  값을 입력받아, 를 만들고, 를 계산한 뒤, 최종 로그우도 값을 반환합니다.
· optim() 함수가 이 로그우도 값을 최대화하는 (정확히는 -LL을 최소화하는)  값을 찾았습니다.
· 이 값은 lme(..., method=ML)이 찾은 값과 정확히 일치했습니다.

· 결론: lme와 같은 패키지는 이 optim 과정(물론 훨씬 더 복잡하고 효율적인 알고리즘을 사용)을 내부적으로 수행하여 를 정의하는 분산 성분들을 찾고, 이 분산 성분들로 을 구성하여 최종 를 계산해주는 것입니다.
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