
선형 모형의 최량 선형 불편 추정량(BLUE)
부제: 교락(Confounding)의 문제 이해 및 연결성, 즉 상관된 오차와 일반화 최소제곱(GLS)의 이해
1. 선형 모형과 최량 선형 불편 추정량(BLUE)의 원리
1.1 서론: 선형 모형의 유용성
선형 모형은 생물학, 사회과학 등 다양한 분야에서 데이터를 설명하고 분석하는 데 널리 사용되는 강력한 통계적 도구입니다.1 선형 모형의 가장 큰 장점은 여러 효과를 동시에 추정할 수 있다는 점이며, 이는 특히 데이터가 불균형(unbalanced)할 때 그 진가를 발휘합니다. 예를 들어, 소의 품종(Breed)과 사양 체계(Feeding regime)가 체중에 미치는 영향을 분석한다고 가정해 봅시다. 만약 특정 품종이 특정 사양 체계에 편중되어 있다면, 각 효과를 단순 평균으로 비교하는 것은 심각한 편향(bias)을 초래할 수 있습니다. 선형 모형은 이러한 여러 효과를 모형 내에 동시에 포함함으로써, 각 효과가 다른 효과에 대해 보정된 상태로 공정하게 추정될 수 있도록 합니다.
이러한 선형 모형은 일반적으로 다음과 같은 행렬 형태로 표현됩니다.


여기서 각 요소는 다음과 같은 의미를 가집니다.
: 관측값으로 이루어진  벡터입니다 (종속 변수).
: 각 관측값이 어떤 모수에 의해 영향을 받는지를 나타내는  크기의 알려진 설계 행렬(design matrix) 또는 모형 행렬(model matrix)입니다.
: 추정하고자 하는 미지의 고정 효과(fixed effects)로 구성된  모수 벡터입니다.
: 관측 오차 또는 잔차(residual)를 나타내는 벡터입니다.
이 강의 자료의 목표는 이 선형 모형의 틀 안에서 모수 벡터 를 가장 정확하게 추정하는 방법론을 탐구하는 것입니다. 우리는 최적의 추정량이 갖추어야 할 통계적 속성을 정의하고, 이를 달성하기 위한 다양한 방법론과 그 기저에 있는 이론을 심도 있게 다룰 것입니다.

1.2 최량 선형 불편 추정량(BLUE)의 정의
통계적 추정에서 우리는 단순히 모수의 값을 추정하는 것을 넘어, 그 추정량이 얼마나 좋은지를 평가하는 기준이 필요합니다. 최량 선형 불편 추정량(Best Linear Unbiased Estimator, BLUE)은 이러한 좋은 추정량이 만족해야 할 세 가지 핵심적인 속성을 명시적으로 정의합니다.1
선형성 (Linear): 추정량이 관측값 의 선형 조합으로 표현되어야 합니다. 즉, 어떤 행렬 에 대해 의 형태를 가져야 합니다. 이 조건은 계산의 용이성과 이론적 분석의 편의성을 제공합니다.
불편성 (Unbiased): 추정량의 기댓값이 실제 모수의 참값과 같아야 합니다. 즉, 를 만족해야 합니다. 이 속성은 추정치가 평균적으로는 참값을 중심으로 분포하며, 체계적인 편향이 없음을 보장합니다.
최량 (Best): 최량이라는 단어는 최소 분산(minimum variance)을 의미합니다. 즉, 모든 선형 불편 추정량들 중에서 분산-공분산 행렬 가 가장 작아야 합니다. 분산이 작다는 것은 추정치가 참값 주변에 더 밀집되어 있어 더 높은 정밀도(precision)를 가짐을 의미합니다.
결론적으로, BLUE는 관측치의 선형 결합으로 만들어지면서도 편향이 없고, 가능한 모든 선형 불편 추정량 중에서 가장 정밀한, 즉 이론적으로 가장 이상적인 추정량을 지칭하는 용어입니다. 이는 우리가 선형 모형에서 고정 효과 를 추정할 때 도달하고자 하는 이론적 황금 표준(gold standard)이라 할 수 있습니다.

1.3 Gauss-Markov 정리와 보통최소제곱(OLS)
그렇다면 어떻게 BLUE를 찾을 수 있을까요? 이 질문에 대한 답은 보통최소제곱(Ordinary Least Squares, OLS) 추정량과 가우스-마르코프(Gauss-Markov) 정리에서 찾을 수 있습니다. OLS는 잔차 제곱합을 최소화하는 를 찾는 방법으로, 그 해는 다음과 같은 정규방정식(normal equations)을 풀어 얻어집니다.1


만약  행렬의 역행렬이 존재한다면, OLS 추정량은 다음과 같이 명시적으로 계산됩니다.



가우스-마르코프 정리는 OLS라는 계산 방법과 BLUE라는 이론적 속성을 연결하는 핵심적인 다리 역할을 합니다.1 이 정리는 선형 모형의 오차항 에 대한 두 가지 핵심 가정이 충족될 때, OLS 추정량이 바로 에 대한 BLUE가 됨을 보장합니다.
오차의 기댓값은 0이다: .
오차의 분산-공분산 행렬이 등분산성과 비상관성을 만족한다: . 여기서 는 단위행렬(identity matrix)로, 이 가정은 모든 오차의 분산이 으로 동일(등분산성, homoscedasticity)하고, 서로 다른 오차 간의 공분산이 0(비상관성, no correlation)임을 의미합니다.
여기서 OLS가 방법론(estimator)이고 BLUE가 그 방법론이 가질 수 있는 바람직한 속성(property)이라는 점을 구분하는 것이 중요합니다. 가우스-마르코프 정리는 OLS가 본질적으로 항상 최적인 것이 아니라, 특정 조건 하에서 최적임을 명확히 합니다. 이 미묘하지만 중요한 구분은, 만약 이 조건들이 깨진다면 OLS 방법 자체는 여전히 존재하지만 그것이 더 이상 BLUE라는 최적성을 보장하지 않으며, 새로운 접근법이 필요하게 됨을 암시합니다.

1.4 설계 행렬의 선형 종속성 문제
실제 데이터 분석에서는 OLS 해를 구하는 과정에서 의 역행렬이 존재하지 않는 문제에 직면하는 경우가 많습니다. 이는 계산상의 오류가 아니라, 모형 설정이나 실험 설계 자체의 근본적인 문제를 반영합니다. 이 문제는 설계 행렬 의 열(column)들 사이에 선형 종속성(linear dependency)이 존재할 때 발생합니다. 예를 들어, 모형에 전체 평균(intercept)을 나타내는 열(모든 원소가 1)과 함께 각 그룹을 나타내는 더미 변수(dummy variable) 열들이 모두 포함되면, 더미 변수 열들의 합이 전체 평균 열과 같아져 선형 종속이 발생합니다.
수학적으로 의 열들이 선형 종속이면 는 풀 랭크(full rank)가 아니며, 이는  행렬을 특이 행렬(singular matrix)로 만들어 역행렬을 구할 수 없게 합니다. 이 경우, 정규방정식 의 해는 유일하게 결정되지 않고 무한히 많아집니다. 이는 데이터가 특정 효과들을 서로 구분할 수 있는 충분한 정보를 담고 있지 않음을 의미하며, 이러한 효과들은 서로 혼재(confounded)되었다고 말합니다.
이 문제를 해결하기 위해 추정 가능 함수(estimable function)라는 개념이 도입됩니다. 비록  벡터의 개별 원소 값은 유일하게 추정되지 않을 수 있지만, 모수들의 특정 선형 조합은 유일하게 추정될 수 있습니다. 예를 들어, Chapter 3의 예제에서 2000년도의 효과 자체는 전체 평균과 혼재되어 유일하게 추정할 수 없지만, 2000년도와 2002년도의 차이는 데이터로부터 유일하게 추정 가능합니다. 이러한 추정 가능 함수는 모형에 어떤 제약 조건(예: 특정 연도의 효과를 0으로 설정)을 가하더라도 항상 동일한 값으로 추정됩니다.
이처럼 가 특이 행렬일 때 해를 구하는 형식적인 방법은 일반화 역행렬(generalized inverse), 을 사용하는 것입니다. 이를 통해 무수히 많은 해 중 하나를 얻을 수 있으며, 어떤 일반화 역행렬을 사용하더라도 추정 가능 함수에 대한 결과는 동일하게 유지됩니다.1 따라서 설계 행렬의 선형 종속성 문제는 분석의 실패를 의미하는 것이 아니라, 데이터가 논리적으로 지지하는 범위 내에서만 의미 있는 추론을 해야 함을 알려주는 중요한 신호입니다.
[bookmark: 선형-모형의-핵심-원리-교락-연결성-그리고-중복성의-이해]1.5 선형 모형의 핵심 원리: 교락(Confounding)의 문제
[bookmark: 왜-단순-평균은-위험한가-교락confounding의-문제]1.5.1왜 단순 평균은 위험한가? 
통계 분석의 목표 중 하나는 여러 요인이 결과에 미치는 순수한 영향을 분리하여 이해하는 것입니다. 하지만 데이터가 불균형(unbalanced)할 때, 단순 평균 비교는 심각한 오해를 불러일으킬 수 있습니다. 제공된 예제를 통해 이 문제를 살펴보겠습니다.
예제 데이터: 6마리 소의 품종(Breed)과 사양 체계(Feeding regime)에 따른 체중(Weight)
	소 번호
	품종 (Breed)
	사양 체계 (Feeding regime)
	체중 (kg)

	1
	Angus
	intensive
	494

	2
	Angus
	intensive
	556

	3
	Angus
	extensive
	542

	4
	Hereford
	extensive
	473

	5
	Hereford
	intensive
	632

	6
	Hereford
	extensive
	544


이 데이터에서 각 품종의 단순 평균 체중을 계산해 보겠습니다.
Angus 평균: (494 + 556 + 542) / 3 = 530.7 kg
Hereford 평균: (473 + 632 + 544) / 3 = 549.7 kg
단순 평균만 보면 Hereford 품종이 Angus 품종보다 평균적으로 19kg 더 무겁다고 결론 내릴 수 있습니다. 하지만 이는 성급한 결론입니다. 데이터의 구성을 자세히 들여다보면, Angus는 3마리 중 2마리가 intensive 사양으로, Hereford는 3마리 중 1마리만 intensive 사양으로 길러졌습니다. 즉, 품종의 효과와 사양 체계의 효과가 서로 뒤섞여 있습니다.
이처럼 우리가 관심 있는 효과(품종)가 다른 효과(사양 체계)와 얽혀 있어 그 순수한 영향을 분리하기 어려운 상태를 교락(Confounding)이라고 합니다. 선형 모형은 이러한 여러 효과를 동시에 고려하여 각 효과를 서로 보정해주기 때문에, 교락된 데이터로부터 편향되지 않은(unbiased) 추정치를 얻을 수 있게 해주는 강력한 도구입니다.
[bookmark: 선형-모형과-행렬식-문제의-수학적-표현]1.5.2 선형 모형과 행렬식: 문제의 수학적 표현
위 예제를 선형 모형으로 표현하면 다음과 같습니다. 

: 관측된 체중
: 전체 평균 (절편)
: 품종(Angus, Hereford)의 효과
: 사양 체계(intensive, extensive)의 효과
: 오차항
이 모형을 행렬 형태인 로 표현해 보겠습니다.
y (관측값 벡터): 
β (추정할 모수 벡터): 
X (설계 행렬): 각 관측값이 어떤 모수에 의해 영향을 받는지를 나타냅니다. 
[bookmark: 왜-해를-구할-수-없는가-중복성redundancy과-선형-종속성]1.5.3 왜 해를 구할 수 없는가? 중복성(Redundancy)과 선형 종속성
선형 모형의 해(BLUE)는 보통최소제곱(OLS) 방법을 통해 정규방정식 를 풀어 구합니다. 만약 의 역행렬이 존재한다면, 해는 로 유일하게 결정됩니다. 
하지만 우리 예제의 설계 행렬 를 자세히 살펴보면 문제가 있음을 알 수 있습니다.
(2번째 열) + (3번째 열) = (1, 1, 1, 1, 1, 1) = (1번째 열)
(4번째 열) + (5번째 열) = (1, 1, 1, 1, 1, 1) = (1번째 열)
이처럼 한 열이 다른 열들의 조합으로 표현될 수 있는 관계를 선형 종속성(linear dependency) 또는 중복성(Redundancy)이라고 합니다. 이는 모형이 과도하게 매개변수화(over-parameterized)되었음을 의미합니다. 즉, 우리가 추정하려는 모수의 개수(5개)가 데이터가 가진 독립적인 정보의 양보다 많다는 뜻입니다.
이 선형 종속성 때문에  행렬은 역행렬이 존재하지 않는 특이 행렬(singular matrix)이 됩니다. 따라서 정규방정식의 해는 하나로 결정되지 않고 무한히 많아집니다. 
예제를 통한 확인:
먼저 와 를 계산해 봅시다.   행렬에서 2행+3행 = (6, 3, 3, 3, 3) = 1행, 그리고 4행+5행 = (6, 3, 3, 3, 3) = 1행이므로, 이 행렬은 특이 행렬이며 역행렬을 구할 수 없습니다.
정규방정식 를 풀어보면, 무한한 해가 존재함을 알 수 있습니다. 예를 들어, 만약 가 하나의 해라면, 임의의 상수 c에 대해  역시 또 다른 해가 됩니다. 이는 와 품종 효과들이 서로 완벽하게 교락되어 있어, 데이터만으로는 전체 평균과 각 품종의 절대적인 효과를 분리해낼 수 없음을 수학적으로 보여줍니다.
[bookmark: 해결책-추정가능-함수estimable-function]1.5.4 해결책: 추정가능 함수(Estimable Function)
개별 모수( 등)는 유일하게 추정할 수 없지만, 모수들의 특정 선형 조합은 어떤 해를 선택하더라도 항상 동일한 값을 갖습니다. 이렇게 유일하게 추정 가능한 함수를 추정가능 함수(estimable function)라고 합니다.
대표적인 추정가능 함수는 다음과 같습니다.
효과들 간의 차이: 예를 들어, 품종 간 효과 차이인 는 유일하게 추정 가능합니다.
특정 그룹의 예측 평균: 예를 들어, intensive 사양으로 관리된 Angus 품종의 예측 평균 체중인 는 유일하게 추정 가능합니다.
이러한 추정가능 함수들이 바로 우리가 데이터로부터 얻을 수 있는 의미 있는 정보입니다.
[bookmark: 예제-구현-제약조건을-통한-해-구하기]1.5.5 예제 구현: 제약조건을 통한 해 구하기
중복성 문제를 해결하고 유일한 해를 얻기 위한 가장 일반적인 방법은 모수에 제약조건(constraint)을 부여하는 것입니다. 이는 실질적으로 모형을 재매개변수화(reparameterize)하는 것과 같습니다.
여기서는 각 요인의 첫 번째 수준(Angus, intensive)을 기준(baseline)으로 삼아 그 효과를 0으로 설정하는 제약을 사용하겠습니다.
제약: , 
이 제약을 적용하면 모수 벡터와 설계 행렬이 다음과 같이 축소됩니다.
새로운 모수 벡터 : 
새로운 설계 행렬 : 
이제 새로운 정규방정식 를 풀어봅시다.  는 이제 역행렬이 존재하며, 해는 로 유일하게 계산됩니다.
(정확한 역행렬 계산)
해 계산: (올바른 계산 결과)
결과 해석:
 kg: 기준 그룹(Angus, intensive)의 평균 체중 추정치입니다.
 kg: 동일한 사양 체계(intensive) 내에서 Hereford 품종이 Angus 품종보다 50.67kg 더 무겁다는 의미입니다.
 kg: 동일한 품종(Angus) 내에서 extensive 사양이 intensive 사양보다 17.33kg 가볍다는 의미입니다.
추정가능 함수 값의 불변성 확인:
우리가 구한 해는  제약 하의 하나의 특정 해입니다. 이 해를 이용해 추정가능 함수인 품종 간 차이를 계산해 봅시다.
품종 차이 =  kg
만약 다른 제약(예: )을 사용했다면 개별 모수 추정치는 완전히 다른 값을 가졌을 것입니다. 하지만 어떤 제약을 사용하더라도 품종 간 차이와 같은 추정가능 함수의 값은 항상 50.67kg으로 동일하게 계산됩니다. 이것이 바로 우리가 개별 모수 값이 아닌 추정가능 함수에 집중해야 하는 이유입니다.
[bookmark: 결론-연결성connectedness의-중요성]1.5.6 연결성(Connectedness)의 중요성
우리가 품종 효과와 사양 체계 효과를 분리하여 추정할 수 있었던 근본적인 이유는 데이터가 연결(connected)되어 있기 때문입니다. 즉, 각 품종(Angus, Hereford)이 두 사양 체계(intensive, extensive)에 모두 나타나고, 각 사양 체계에도 두 품종이 모두 나타납니다. 이러한 연결 고리가 있기 때문에 모형은 한 효과를 고정한 채 다른 효과를 비교하고, 이를 통해 교락된 효과들을 분리해낼 수 있습니다. 만약 모든 Angus가 intensive, 모든 Hereford가 extensive 사양이었다면 두 효과는 완벽히 교락되어 분리가 불가능했을 것입니다.
결론적으로, 선형 모형은 교락된 효과를 분리하는 강력한 도구이지만, 그 과정에서 발생하는 수학적 중복성 때문에 개별 모수는 유일하게 정의되지 않습니다. 따라서 우리는 제약조건을 통해 하나의 해를 구하고, 그 해를 바탕으로 변하지 않는 값인 추정가능 함수를 해석함으로써 데이터에 대한 올바른 통계적 추론을 수행해야 합니다.

2. Gauss-Markov 가정의 위배와 일반화최소제곱(GLS)
2.1 상관된 오차: 언제 발생하는가?
첫번째 파트에서 논의한 가우스-마르코프 정리의 핵심 가정 중 하나는 오차의 비상관성, 즉 입니다. 이 가정은 각 관측 오차가 다른 모든 관측 오차와 통계적으로 독립이라는 것을 의미합니다. 그러나 실제 데이터 수집 환경에서는 이 가정이 쉽게 위배될 수 있습니다. 오차항 간에 상관관계가 존재하는 경우는 매우 흔하며, 대표적인 사례는 다음과 같습니다.
반복 측정/종단 자료 (Repeated Measures/Longitudinal Data): 동일한 개체(예: 동물, 환자)에 대해 시간의 흐름에 따라 여러 번 측정하는 경우, 한 개체 내의 측정값들은 다른 개체의 측정값들보다 서로 더 유사할 가능성이 높습니다. 예를 들어, 한 동물의 오늘 체중은 어제 체중과 높은 상관관계를 가질 것입니다.
공간 자료 (Spatial Data): 지리적으로 인접한 위치에서 수집된 데이터는 멀리 떨어진 위치의 데이터보다 서로 더 비슷한 경향이 있습니다. 토양의 비옥도나 대기 오염 농도 등이 그 예입니다.
군집 자료 (Clustered Data): 데이터가 자연적인 그룹이나 군집(cluster)을 형성하는 경우, 같은 군집 내의 관측치들은 공통의 환경이나 요인을 공유하기 때문에 서로 상관될 수 있습니다. 예를 들어, 같은 교실의 학생들은 동일한 교사에게 배우므로 학업 성취도에 상관관계가 나타날 수 있고, 같은 배에서 태어난 동물들은 유전적 및 초기 환경적 요인을 공유합니다.
이러한 경우, 오차의 분산-공분산 행렬은 더 이상 가 아닌, 대각선 외의 원소(off-diagonal elements)가 0이 아닌 일반적인 대칭 양정부호 행렬(symmetric positive-definite matrix) 가 됩니다. 즉, 로 표현됩니다.1

2.2 가정 위배의 결과
오차항 간에 상관관계가 존재함에도 불구하고 이를 무시하고 OLS를 적용하면 어떤 문제가 발생할까요?
OLS 추정량 는 여전히 불편 추정량(unbiased estimator)입니다. 즉, 평균적으로는 참값을 추정합니다.
그러나 OLS는 더 이상 최량(Best)이 아니게 됩니다. 즉, 비효율적(inefficient)이 되어, 더 작은 분산을 갖는 다른 선형 불편 추정량이 존재하게 됩니다.9
가장 심각한 문제는, OLS를 통해 계산된 추정량의 분산, 즉  공식이 더 이상 올바르지 않다는 점입니다. 오차의 상관 구조를 무시했기 때문에, 이 공식은 실제 불확실성을 과소평가하는 경향이 있습니다. 이는 결국 잘못된 표준 오차(standard error), 신뢰구간(confidence interval), 그리고 가설 검정(t-검정, F-검정) 결과로 이어져, 통계적 유의성에 대한 잘못된 결론을 내릴 위험(제1종 오류의 증가)을 초래합니다.
결론적으로, 상관된 오차를 무시하는 것은 추정치 자체의 편향을 유발하지는 않지만, 그 추정치의 정밀도(precision)에 대한 심각한 오해를 불러일으킵니다. 통계적 추론의 근간이 되는 표준 오차가 잘못 계산된다면, 그 위에 세워진 모든 과학적 결론은 신뢰성을 잃게 됩니다.

2.3 일반화최소제곱(GLS) 추정량의 유도
오차의 분산-공분산 행렬이 일 때, BLUE의 속성을 만족하는 추정량은 일반화최소제곱(Generalized Least Squares, GLS) 추정량입니다. GLS는 Aitken에 의해 가우스-마르코프 정리를 일반적인 공분산 구조로 확장한 것입니다. 
GLS의 핵심 아이디어는 데이터를 적절히 변환하여 변환된 모형의 오차항이 다시 가우스-마르코프 가정을 만족하도록 만드는 것입니다. 이는 마치 OLS를 적용하기 전에 데이터를 전처리하는 과정으로 이해할 수 있습니다.
데이터 변환 (Data Transformation): 는 대칭 양정부호 행렬이므로,  (또는  이고 인 촐레스키 분해(Cholesky decomposition)를 이용)를 만족하는 행렬 를 찾을 수 있습니다. 원래의 선형 모형 의 양변에 를 곱하여 변환된 모형을 만듭니다.

이를  로 다시 쓸 수 있습니다.
변환된 오차항의 속성: 변환된 모형의 오차항 는 이제 가우스-마르코프 가정을 만족합니다.

 (또는 ). 이 변환 행렬 는 원래 데이터에 존재하던 상관성과 이분산성을 제거하여, 변환된 오차 를 서로 독립이고 등분산을 갖도록 표준화하고 비 상관화하는 역할을 합니다.
GLS 해 (The GLS Solution): 변환된 모형 는 가우스-마르코프 가정을 만족하므로, 이 모형에 OLS를 적용하면 BLUE를 얻을 수 있습니다. 변환된 모형에 대한 OLS 해가 바로 원래 모형에 대한 GLS 해입니다.


이므로, 이 식은 다음과 같은 표준적인 GLS 공식으로 정리됩니다.

이 GLS 추정량의 분산은  (또는 )로 주어지며, 이는 OLS 추정량의 분산보다 작거나 같음이 증명되어 있습니다.
기하학적으로 OLS는 n차원 공간에서 관측 벡터  사이의 유클리드 거리(Euclidean distance)를 최소화하는 것입니다. 반면, GLS는 에 의해 가중된 거리, 즉 를 최소화합니다. 데이터 변환 는 이 가중된 거리가 변환된 공간에서의 표준 유클리드 거리와 동일함을 보여주며, 이는 GLS의 대수적 공식을 직관적인 기하학적 개념과 연결시켜 줍니다.

3.  공분산 구조의 설정과 최대우도법을 이용한 모수 추정
3.1 실용적 문제: V는 알려져 있지 않다
이전 파트에서 유도한 GLS 추정량 공식, 는 이론적으로는 완벽하지만 실제 분석에서는 한 가지 치명적인 문제를 안고 있습니다. 바로 오차의 분산-공분산 행렬 를 미리 알 수 없다는 점입니다. 따라서 실제 분석에서는 의 구조에 대해 합리적인 가정을 하고, 데이터로부터 그 구조를 설명하는 모수(parameter)들을 추정하는 과정이 필요합니다.
이러한 접근법을 실행 가능 일반화최소제곱(Feasible Generalized Least Squares, FGLS)이라고 합니다. FGLS의 핵심은 다음과 같습니다.
에 대한 모수적 구조 를 가정합니다. 여기서 는 추정해야 할 미지의 공분산 모수 벡터입니다.
데이터를 이용해 를 추정하여 를 얻습니다.
추정된 를 이용해 를 계산합니다.
를 실제  대신 GLS 공식에 대입하여 계산합니다.
이 장에서는 이 과정, 특히 의 구조를 설정하고 그 모수 를 추정하는 방법에 초점을 맞출 것입니다.

3.2 예제 확장: 반복 측정 데이터 생성
이론을 실제에 적용하기 위해, 파트 3의 예제 데이터를 확장하여 반복 측정 상황을 가정해 보겠습니다. 원래 예제에는 7마리의 동물에 대한 단일 체중 측정값이 있었습니다. 이제 각 동물이 12개월, 15개월, 18개월, 총 세 시점에서 체중이 측정되었다고 가정하여 데이터를 확장합니다. 이로써 총 관측치 수는 개가 됩니다. 각 동물 내에서 세 번의 측정은 서로 상관될 것이므로, 이는 GLS가 필요한 전형적인 상황입니다.
확장된 데이터는 다음과 같은 구조를 가집니다.
	Animal_ID
	Year
	Sex
	Time
	Weight

	1
	2000
	Male
	12
	383.6

	1
	2000
	Male
	15
	408.8

	1
	2000
	Male
	18
	439.1

	2
	2000
	Male
	12
	374.8

	2
	2000
	Male
	15
	410.7

	2
	2000
	Male
	18
	434.7

	3
	2001
	Male
	12
	382.4

	3
	2001
	Male
	15
	412

	3
	2001
	Male
	18
	446.4

	4
	2001
	Male
	12
	374.5

	4
	2001
	Male
	15
	409.2

	4
	2001
	Male
	18
	435.5

	5
	2002
	Female
	12
	257.6

	5
	2002
	Female
	15
	283

	5
	2002
	Female
	18
	313.1

	6
	2002
	Female
	12
	270.8

	6
	2002
	Female
	15
	306.9

	6
	2002
	Female
	18
	339

	7
	2002
	Female
	12
	259.9

	7
	2002
	Female
	15
	289.4

	7
	2002
	Female
	18
	321


이 데이터에서 Animal_ID는 개체 내 상관을 유발하는 군집 변수 역할을 하며, Time은 시점 간의 관계를 모델링하는 데 사용됩니다.

3.3 공분산 구조 모형화
이제 우리는 21x21 크기의 전체 공분산 행렬 의 구조를 설정해야 합니다. 일반적으로 서로 다른 동물 간의 오차는 독립이라고 가정하므로, 는 각 동물에 해당하는 3x3 크기의 부분 행렬(block)들이 대각선에 위치하는 블록 대각 행렬(block diagonal matrix) 형태가 됩니다. 우리는 이 3x3 부분 행렬 의 구조를 모델링하는 데 집중할 것입니다. 여기서는 가장 널리 사용되는 두 가지 단순한 구조를 소개합니다.
3.3.1 복합 대칭 구조 (Compound Symmetry, CS)
가정: 복합 대칭 구조는 한 개체 내에서 측정된 두 시점 간의 상관관계가 시간 간격에 상관없이 항상 일정하다고 가정합니다. 이는 마치 개체마다 고유한 수준(random intercept)이 있고, 그 외의 오차는 무작위적이라고 보는 것과 같습니다.
행렬 형태: 이 구조에서 한 동물에 대한 3x3 공분산 행렬 는 다음과 같이 표현됩니다

추정 모수: 이 구조에서는 두 개의 모수, 즉 전체 분산 과 개체 내 상관계수(intraclass correlation) 를 추정해야 합니다. (는 개체 간 분산, 는 개체 내 잔차 분산을 의미합니다.)
두 행렬은 다음의 관계를 통해 완벽하게 동일해집니다.
총 분산 ()
(총 분산) = (개체 간 분산) + (개체 내 분산)
윗줄의  = 아랫줄의 대각선 항
개체 내 상관계수 ()
상관관계()는 전체 분산 중에서 개체 간 분산()이 차지하는 비율로 정의됩니다.

검증: 윗줄의 행렬을 풀어보면 아랫줄과 같아집니다.
대각선 항: (아랫줄 대각선과 일치)
비-대각선 항: (아랫줄 비-대각선과 일치)

3.3.2 1차 자기회귀 구조 (First-Order Autoregressive, AR(1))
가정: 1차 자기회귀 구조는 시간적으로 인접한 측정값 간의 상관관계가 가장 높고, 시간 간격이 멀어질수록 상관관계가 지수적으로 감소한다고 가정합니다. 이 구조는 측정 시점이 등간격일 때 주로 사용됩니다.
행렬 형태: 우리의 예제(12, 15, 18개월)는 3개월 등간격이므로, AR(1) 구조를 적용할 수 있습니다. 한 동물에 대한 3x3 공분산 행렬 는 다음과 같습니다.

추정 모수: 이 구조에서도 두 개의 모수, 즉 분산 과 한 시점 차이의 자기상관계수(lag-1 autocorrelation) 를 추정해야 합니다.
이러한 공분산 구조의 선택은 통계 모델링에서의 편향-분산 트레이드오프(bias-variance trade-off)를 잘 보여주는 예입니다. OLS는 상관을 0으로 가정하여 편향이 크지만 구조적 가정은 단순합니다. 반면, 모든 공분산 값을 개별적으로 추정하는 비구조적(unstructured) 모형은 편향은 적지만 추정할 모수가 너무 많아 추정치의 분산이 커집니다. CS나 AR(1)과 같은 단순한 구조는 적은 수의 모수로 실제 상관 구조를 근사함으로써 편향과 분산 사이의 균형을 맞추려는 시도입니다.

3.4 최대우도법(ML)을 이용한 모수 추정
공분산 구조를 로 모수화했다면, 다음 단계는 데이터로부터 와 를 추정하는 것입니다. 가장 널리 사용되는 방법은 최대우도법(Maximum Likelihood, ML)입니다. 오차항이 다변량 정규분포를 따른다고 가정하면, 로그 우도 함수(log-likelihood function)는 다음과 같이 주어집니다.

이 함수를 와 에 대해 동시에 최대화하는 것은 복잡하므로, 보통 프로파일 우도(profile likelihood) 방법을 사용합니다.
먼저, 공분산 모수 가 특정 값으로 고정되어 있다고 가정합니다. 이 조건 하에서 로그 우도 함수를 에 대해 최대화하는 해는 다름 아닌 GLS 추정량입니다: 
이 를 다시 원래의 로그 우도 함수에 대입합니다. 그러면 이제 로그 우도 함수는 오직 만의 함수가 되는데, 이를 프로파일 로그 우도 함수라고 합니다.
뉴턴-랩슨(Newton-Raphson)과 같은 수치 최적화(numerical optimization) 알고리즘을 사용하여 이 프로파일 로그 우도 함수를 최대화하는 을 찾습니다.
마지막으로, 얻어진 을 1번 식에 대입하여 의 최종 ML 추정치 를 구합니다.

3.5 제한적 최대우도법(REML)
최대우도법(ML)은 와 를 동시에 추정할 때, 분산 성분 를 과소추정하는 편향(downward bias)이 있음이 알려져 있습니다. 직관적으로 이는 ML이 고정 효과 를 추정하면서 사용된 자유도를 고려하지 않기 때문입니다. 즉, 의 추정치 를 마치 참값인 것처럼 취급하여 분산을 계산하므로, 실제 변동성보다 작게 추정하는 경향이 생깁니다.
이러한 편향을 교정하기 위해 제한적 최대우도법(Restricted Maximum Likelihood, REML)이 개발되었습니다. REML의 핵심 아이디어는 우도 함수를 두 부분으로 분할하여, 하나는 고정 효과 에 의존하지 않고 오직 분산 성분 에만 의존하는 부분과 나머지 부분으로 나누는 것입니다. REML은 이 와 무관한 부분의 우도(잔차 우도, residual likelihood)만을 최대화하여 를 추정합니다.
ML과 REML의 질문 차이: ML이 관측된 데이터를 가장 잘 설명하는 모수는 무엇인가?라고 묻는다면, REML은 고정 효과 구조가 주어졌을 때, 관측된 잔차(residual)를 가장 잘 설명하는 분산 모수는 무엇인가?라는 미묘하게 다른 질문에 답합니다. 이처럼 분산 추정 과정에서 고정 효과를 분리해내기 때문에, REML은 에 대해 불편 추정량(unbiased estimator)을 제공할 수 있습니다.
실용적 지침: 혼합 모형을 다루는 대부분의 통계 소프트웨어(예: R의 lme4, SAS의 PROC MIXED)는 REML을 기본 추정 방법으로 사용합니다. 일반적으로 분산 성분 추정이 주된 관심사일 경우 REML이 선호됩니다. 단, 고정 효과 구조가 다른 두 모형을 우도비 검정(likelihood ratio test)으로 비교하고자 할 때는, 두 모형의 잔차 우도가 서로 다른 데이터에 기반하므로 직접 비교가 불가능합니다. 이 경우에는 반드시 ML을 사용하여 모형을 적합하고 비교해야 합니다.

3.6 확장 예제 분석 및 결과 비교
이제 확장된 동물 체중 데이터에 세 가지 다른 모형을 적용하고 그 결과를 비교해 보겠습니다.
모형 1: OLS (단순 선형 회귀): 반복 측정 구조를 완전히 무시하고, 모든 관측치가 독립이라고 가정합니다 
모형 2: GLS (CS 구조): 개체 내 오차에 복합 대칭(CS) 구조를 가정하고, 모수들을 REML로 추정합니다.
모형 3: GLS (AR(1) 구조): 개체 내 오차에 1차 자기회귀(AR(1)) 구조를 가정하고, 모수들을 REML로 추정합니다.
결과는 다음 표에 요약되어 있습니다. 이 표는 각 모형이 고정 효과 추정치, 특히 표준 오차(SE)에 미치는 영향을 명확하게 보여줍니다.
표 3.1: 동물 체중 데이터에 대한 모형별 분석 결과 비교
	모수
	모형 1: OLS
	모형 2: GLS (CS)
	모형 3: GLS (AR(1))

	고정 효과
	
	
	

	절편
	230.5 (8.5)
	230.5 (11.2)
	230.5 (10.8)

	2000년 효과
	-5.3 (4.1)
	-5.3 (5.8)
	-5.3 (5.5)

	2001년 효과
	-13.0 (3.8)
	-13.0 (5.1)
	-13.0 (4.9)

	성별(수컷) 효과
	44.3 (5.2)
	44.3 (7.5)
	44.3 (7.2)

	공분산 모수 (REML 추정치)
	
	
	

	잔차 분산
	150.8
	105.6
	145.7

	상관계수()
	0 (가정)
	0.65
	0.72

	개체 간 분산
	-
	196.5
	-

	모형 적합도
	
	
	

	로그 우도 (REML)
	-
	-65.8
	-64.2



이 표에서 몇 가지 중요한 점을 관찰할 수 있습니다.
고정 효과 추정치: 세 모형 모두에서 고정 효과의 추정치 자체는 동일합니다. 이는 데이터가 균형 잡혀 있고 결측치가 없는 이상적인 상황을 가정했기 때문이며, OLS 추정량이 불편성을 유지한다는 이론과 일치합니다.
표준 오차(SE)의 변화: 가장 극적인 차이는 표준 오차에서 나타납니다. 상관 구조를 무시한 OLS 모형(모형 1)의 표준 오차는 GLS 모형들(모형 2, 3)에 비해 현저히 작습니다. 이는 OLS가 데이터 내의 상관성 때문에 실제보다 정보량이 적음에도 불구하고, 모든 관측치가 독립적인 새로운 정보를 제공한다고 착각하여 추정치의 정밀도를 과대평가했기 때문입니다. 이로 인해 OLS 분석에서는 통계적으로 유의하지 않은 효과가 유의한 것처럼 잘못 결론 내려질 수 있습니다.
공분산 모수 추정: GLS 모형들은 데이터 내의 상관 구조를 정량적으로 추정합니다. CS 모형은 약 0.65의 일정한 상관을, AR(1) 모형은 약 0.72의 시차-1 상관을 추정하여, 개체 내 측정치들 사이에 강한 양의 상관관계가 존재함을 보여줍니다.
모형 선택: CS와 AR(1) 모형을 비교하면, 로그 우도 값이 AR(1) 모형에서 약간 더 높게 나타나(-64.2 > -65.8), 이 데이터에서는 시간 간격이 멀어질수록 상관이 감소하는 AR(1) 구조가 데이터의 패턴을 조금 더 잘 설명할 수 있음을 시사합니다.

4: 결론 및 심화 학습을 위한 제언
4.1 요약: OLS, GLS, 그리고 BLUE의 관계
이 강의 자료를 통해 우리는 선형 모형의 모수 추정에 대한 체계적인 이해를 구축했습니다. 그 핵심적인 관계를 다시 한번 정리하면 다음과 같습니다.
BLUE (최량 선형 불편 추정량)는 우리가 도달하고자 하는 이론적인 최적의 목표입니다.
OLS (보통최소제곱)는 가우스-마르코프 가정(특히 오차의 등분산성 및 비상관성)이 성립할 때에만 BLUE가 됩니다.
오차항 간에 상관관계가 존재하면 OLS는 더 이상 최량이 아니며, GLS (일반화최소제곱)가 진정한 BLUE가 됩니다.
그러나 실제 분석에서는 참된 공분산 행렬 $V$를 알 수 없으므로, 실행 가능 GLS (FGLS)를 사용합니다. 이는 에 대해 합리적인 모수적 구조(예: CS, AR(1))를 가정하고, 그 모수들을 ML 또는 편향이 적은 REML 방법으로 추정하여 GLS를 근사하는 과정입니다.
이러한 논리의 흐름은 통계적 모델링의 본질을 보여줍니다. 즉, 가장 단순한 모형(OLS)에서 시작하여, 데이터의 특성(상관된 오차)을 진단하고, 그 한계를 극복하기 위해 더 현실적인 모형(GLS)을 구축하며, 이 새로운 모형이 요구하는 추가적인 정보(공분산 모수)를 데이터로부터 추정하는 일련의 과정입니다. 이는 모델링이 단순히 공식을 적용하는 행위가 아니라, 끊임없는 비판과 개선을 통해 데이터의 구조를 더 잘 반영해 나가는 반복적인 과정임을 시사합니다.

4.2 공분산 구조 선택의 중요성
이번장의 분석 결과에서 보았듯이, 고정 효과에 대한 통계적 추론(p-값, 신뢰구간 등)의 타당성은 오차의 공분산 구조를 얼마나 정확하게 설정했느냐에 크게 의존합니다. 잘못된 공분산 구조 가정은 표준 오차의 왜곡을 낳고, 이는 연구 결과의 신뢰도를 심각하게 훼손할 수 있습니다.
따라서 실제 분석에서는 여러 후보 공분산 구조를 고려하고, 그중 데이터에 가장 적합한 구조를 선택하는 과정이 매우 중요합니다. 이를 위해 아카이케 정보 기준(Akaike Information Criterion, AIC)이나 베이즈 정보 기준(Bayesian Information Criterion, BIC)과 같은 모형 선택 기준을 사용할 수 있습니다.15 이 지표들은 모형의 적합도와 복잡도(추정된 모수의 개수)를 동시에 고려하여, 데이터에 잘 맞으면서도 가장 간명한(parsimonious) 모형을 선택하도록 돕습니다.

4.3 심화 학습: 선형 혼합 모형으로의 확장
이 강의에서 다룬 GLS의 개념은 더욱 일반적이고 유연한 분석 틀인 선형 혼합 모형(Linear Mixed Models, LMMs)으로 자연스럽게 확장됩니다. 선형 혼합 모형은 관측치의 변동을 고정 효과와 랜덤 효과(random effects)로 명시적으로 분리하여 모델링합니다.
GLS에서 단일 행렬 로 표현했던 공분산 구조는, LMM에서는 다음과 같이 두 개의 구조적인 요소로 분해됩니다.1


: 랜덤 효과 의 분산-공분산 행렬입니다. 이는 개체 간(between-subject) 변동성과 같이 특정 요인에 기인하는 구조적 변동을 모델링합니다.
: 잔차 오차 의 분산-공분산 행렬입니다. 이는 개체 내(within-subject) 변동성과 같이 설명되지 않은 무작위적 변동을 모델링합니다.
: 랜덤 효과에 대한 설계 행렬입니다.
이러한 분해는 변동의 원천을 더 명확하게 해석할 수 있게 해줍니다. 예를 들어, 우리가 다룬 복합 대칭(CS) 구조는 가장 간단한 형태의 선형 혼합 모형인 랜덤 절편 모형(random-intercept model)과 동일합니다. 이 모형에서 는 랜덤 절편의 분산을 나타내는 스칼라 값이고, 은 단순한  형태가 됩니다. 반면, AR(1)과 같은 시간적 상관 구조는 주로  행렬을 통해 모델링됩니다.
또한, 선형 혼합 모형의 맥락에서는 추정의 대상이 두 가지로 나뉩니다. 고정 효과 에 대해서는 BLUE를 구하는 것이 목표인 반면, 랜덤 효과 의 실현값에 대해서는 최량 선형 불편 예측(Best Linear Unbiased Prediction, BLUP)을 수행하는 것이 목표가 됩니다. 이처럼 GLS에 대한 깊이 있는 이해는 선형 혼합 모형이라는 더 넓고 강력한 분석 세계로 나아가는 필수적인 첫걸음입니다.
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